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            초록
          
        

        
          Neural Radiance Fields (NeRF) shows impressive results in novel view synthesis under normal illumination. However, in low-light scenes, the limited pixel values reduce the influence of volume density in rendering, leading to inaccurate radiance field learning. To address this issue, we propose a Density-Driven NeRF that improves performance in low-light conditions. Our method uses a pre-trained NeRF on normal-light images as a density teacher and applies the L2 loss to encourage the student network to match the teacher’s predicted density. This leads to accurate volume rendering despite limited visual cues. Experimental results on synthetic low-light datasets show that our approach improves RGB image quality evaluated by PSNR, SSIM and LPIPS, and yields better geometric consistency assessed by RMSE and δ-accuracy of the predicted density.
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      I. 서론
      장면 재구성은 가상 현실(virtual reality), 증강 현실(augmented reality), 혼합 현실(mixed reality), 메타버스, 디지털 컨텐츠 제작 등 다양한 분야에서 핵심 기술로 활용되고 있다. 기존에는 라이다(lidar) 센서 또는 멀티 뷰 스테레오를 기반으로 한 포인트 클라우드와 메시(mesh) 기반의 3D 재구성 기술이 주로 사용되었다. 그러나 이러한 방식은 복잡한 전처리 과정과 정밀한 센서 장비를 요구하며, 시점에 따라 일관된 시각 정보를 제공하는 데 한계가 있다.

      이러한 한계를 극복하기 위해 신경 방사장(neural radiance fields, NeRF [1])이 제안되었으며, 3D 공간을 명시적으로 복원하는 것이 아니라 주어진 카메라 시점에서의 장면을 연속적으로 합성하는 새로운 패러다임을 제시하였다. NeRF는 체적 렌더링 기반의 학습을 통해 장면의 색상과 밀도를 추정함으로써 다양한 시점에서의 이미지를 고품질로 생성할 수 있다. NeRF의 등장 이후 관련 연구가 많이 진행되었다[2]. 그러나 NeRF는 연산 속도가 느리고, 정적인 광원에 대해서만 최적화가 가능하다는 단점이 있다. 연산 속도를 개선하기 위해 Plenoxels [3], TensoRF [4], Instant-NGP [5] 등이 연구되었으며, 광원과 방해물 등 다양한 환경의 장면을 활용해 새로운 장면을 합성하는 NeRF-W [6]도 등장하였다. 또한 도시 수준의 큰 규모에서의 장면 합성을 위한 MatrixCity [7], 합성한 장면을 수정할 수 있는 NeRF-Art [8], Blending-NeRF [9], Neural Radiance GAN [10] 등이 등장하였으며, Aleth-NeRF [11], LLNeRF [12]와 같이 저조도 장면의 밝기를 개선해 정상 조명 장면을 합성하는 연구도 진행되었다.

      이처럼 NeRF의 등장으로 다양한 작업에 신경 방사장이 응용되고 있다. 그러나 이러한 연구들은 저조도 환경을 유지하는 것이 아닌 정상 조명 조건으로 개선하는 것이 목표이며, 저조도 환경 그대로 사실적인 장면을 표현하는 데에는 한계가 있다. NeRF는 주로 정상 조명 조건에서 높은 성능을 보이며, 저조도 환경에서는 성능이 급격하게 저하되는 문제가 있다. 저조도 이미지의 경우 전체적인 픽셀 밝기가 낮고 색상 정보가 제한적이기 때문에 방사장(radiance field)을 구성하는 데 필수적인 밀도 학습이 제대로 이루어지지 않는 경향이 있다.

      이를 해결하기 위해 본 논문에서는 저조도 환경에서도 강인하게 동작할 수 있는 NeRF 모델을 제안한다. 정상 조명 이미지로 학습한 NeRF의 밀도 정보를 활용하여 저조도 이미지 기반 NeRF의 밀도 학습을 유도한다. 특히, 정상 조명 NeRF를 교사 네트워크(teacher network)로 설정하고, 이로부터 생성된 밀도 정보를 지도 신호(supervision signal)로 활용함으로써 저조도 NeRF가 보다 정확한 체적 렌더링(volume rendering)을 수행할 수 있도록 한다.

    

    

  
    
      II. 관련 연구
      
        1. 새로운 시점 합성(novel view synthesis)
        새로운 시점 합성은 3D 장면 재구성과 컴퓨터 그래픽스에서 중요한 연구 주제로서, 주어진 시점 외의 새로운 시점에서의 장면을 렌더링하는 기술이다. 초기에는 이미지 기반 렌더링 기법을 활용하여 두 시점의 이미지들을 보간하여 중간 시점의 이미지를 생성하는 시점 보간[13] 방식이 사용되었다.

        최근에는 딥러닝 기반의 새로운 시점 합성이 많이 연구되고 있으며, 합성곱 신경망(convolutional neural networks) 기반의 모델인 DeepStereo [14]와 생성적 적대 신경망(generative adversarial networks) [15] 기반의 모델인 Pix2Pix [16] 등이 새로운 시점 합성에 적용되었다. 가장 최근에는 장면을 연속적인 공간으로 표현하는 방식의 NeRF와 3D Gaussian Splatting [17]이 주목받고 있다.

      

      
        2. NeRF
        NeRF (Neural Radiance Fields)는 장면을 3D로 모델링하지 않고, 새로운 시점에서 바라보는 장면을 생성하는 방식이다. NeRF는 여러 각도에서 촬영한 이미지들에 대한 카메라 파라미터(x, y, z)를 다층 퍼셉트론(multi-layer perceptron)에 통과시켜 해당 위치에서의 색상(R, G, B)과 밀도(σ)를 예측하는 방식으로 학습이 진행된다.

        기존의 3D 렌더링 방식과는 다르게 장면을 연속적인 공간으로 표현하기 때문에 시점의 이동이 자연스럽고 3D 모델을 만들 필요가 없으므로 저장 공간에 제약이 없다.

        하지만, 색상만을 지도 신호로 활용하는 NeRF의 특성으로 인해 제한된 색상 범위를 가지는 저조도 이미지에 대해서는 밀도를 제대로 학습하지 못하고, 결과적으로 방사장을 올바르게 구성하지 못하기 때문에 저조도 이미지에 대해 새로운 장면을 합성하는 데에 한계가 있다.

      

    

    

  
    
      III. 제안 방법
      
        1. 정상 조명 이미지의 저조도화
        본 연구에서는 동일한 카메라 위치, 각도에 대한 정상 조명-저조도 이미지 쌍을 구축하기 위해 주-야간 도메인 적응 모델[18]의 암화(darkening) 모듈을 이용하여 정상 조명 이미지를 저조도 이미지로 변환한다.

        해당 모듈은 정상 조명 이미지와 저조도 이미지 간의 픽셀 유사성은 최소화하고, 특징 유사성을 최대화하도록 학습한다. 이를 통해 이미지의 특징을 유지하면서도 자연스러운 저조도 이미지를 획득할 수 있다.

      

      
        2. 밀도 주도 NeRF
        NeRF는 평균제곱오차 손실을 사용하여 목표 이미지와 생성된 장면을 비교하여 평가한다. 이때, 두 이미지의 픽셀 값(색상)만으로 계산하기 때문에 방사장 상에서 밀도가 제대로 예측되었는지 알기 어렵다.

        검은색에 가까운 픽셀에 대해 방사장 상에서 단순히 카메라와 가장 가까운 점을 높은 밀도로 예측하거나 물체가 없다고 판단하여, 모든 점에 대해 낮은 밀도로 예측하는 등 올바른 방사장을 구성하지 못하고 노이즈가 발생하는 것을 확인할 수 있다(그림 1 참조).

        
          
          

          Fig. 1. 
				
          

          
            Result of visualizing the radiance field of NeRF trained on normal illumination and low-light images as a point cloud.
          
          

          

        

        이러한 문제를 해결하기 위해 정상 조명 이미지로 학습한 Day-NeRF를 교사 네트워크로 설정하고, 해당 네트워크로 예측한 정상 조명 이미지의 밀도와 저조도 이미지의 색상을 지도 신호로 활용하여 저조도 환경과 공간의 밀도를 모두 유지하는 밀도 주도 NeRF를 제안한다. 제안하는 네트워크의 구조는 그림 2와 같다. 눈송이 모양은 사전 학습된 모델을 의미하며, 화살표의 방향은 두 정보 간의 손실을 최소화하는 방향이다.

        
          
          

          Fig. 2. 
				
          

          
            Architecture of the proposed network.
          
          

          

        

      

    

    

  
    
      IV. 실험 및 결과
      
        1. 데이터세트
        데이터세트는 LLFF [19]의 양치류, 꽃, 잎 데이터를 사용하였다. 4032×3024의 고해상도 이미지이며, 학습을 위해 1/8인 504×378의 해상도로 크기를 변경하였다. 각 데이터는 20, 34, 26개의 시점에서 촬영한 이미지로 구성되어 있으며, 각 이미지 당 3×4 변환행렬, 이미지의 너비와 높이, 초점 거리, 최소 및 최대 깊이를 포함하는 17개의 값을 가지고 있다. 학습에 사용된 정상 조명 이미지와 저조도화된 저조도 이미지는 그림 3과 같다.

        
          
          

          Fig. 3. 
				
          

          
            The Pair of normal-light and low-light images.
          
          

          

        

      

      
        2. 평가 방식
        본 연구에서는 생성된 저조도 이미지의 품질을 평가하기 위해 RGB 이미지에 대해서는 PSNR, SSIM, LPIPS 를, 밀도에 대해서는 RMSE, 𝛿-Accuracy 를 사용하였다.

        PSNR (Peak Signal-to-Noise Ratio)은 두 이미지 간의 픽셀 차이를 기반으로 화질을 수치화한 지표로, 값이 클수록 원본 이미지와의 유사도가 높음을 의미하며, 식 (1)로 정의된다.
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        여기서 𝐿은 이미지의 최대 픽셀 값으로, 본 연구에서는 255이다.

        SSIM (Structural Similarity Index Measure)은 이미지의 구조적 유사성을 평가하는 지표로, 밝기, 대비, 구조적 정보를 고려하여 유사성을 측정한다. 값이 1에 가까울수록 두 이미지가 구조적으로 유사함을 의미하며, 식 (2)로 정의된다.
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        여기서 𝜇𝑥, 𝜇𝑦는 평균 밝기, σx2, σy2은 분산(대비), σxy는 공분산(구조적 유사성), 𝐶1, 𝐶2는 상수이다.

        LPIPS (Learned Perceptual Image Patch Similarity)는 두 이미지 간의 지각적 유사성을 평가하는 지표로, 사전 학습된 모델을 통해 각 이미지의 특징을 추출하여 특징 간의 유사성을 계산한다. 특징 추출을 위한 모델로는 가장 일반적으로 사용되는 VGGNet[20]을 활용하였으며 식 (3)으로 정의된다.
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        여기서 𝑓𝑙 (⋅)은 VGGNet의 l번째 레이어를 통해 추출된 특징이며, 𝑤𝑙은 해당 레이어의 가중치이다.

        RMSE (Root Mean Squared Error)는 두 값 사이의 평균 제곱 오차의 제곱근으로 식 (4)로 정의된다.
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        δ-Accuracy는 두 값의 비율이 특정 범위 안에 얼마나 들어오는지를 평가하는 지표로, 식 (5)로 정의된다.
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        여기서 Threshold는 1.25, 1.252, 1.253으로 각각 두 값의 비율이 25%, 56%, 95% 이내에 들어오는지 평가한다.

      

      
        3. 실험 결과
        각 데이터에 대한 정량적 결과는 표 1과 같다. RGB 이미지에 대해서는 유사한 성능을 보이는 것을 알 수 있다. 이는 기존의 NeRF가 색상을 지도 신호로 활용하기 때문에 입력 이미지와 유사한 이미지를 생성하기 때문이다.

        
          Table 1. 
				
          

          
            Quantitative experimental results.
          
          

        

        
          
            
              	Method
Data
              	NeRF
              	Density-driven NeRF (ours)
            

            
              	Min
              	Max
              	Avg.
              	Min
              	Max
              	Avg.
            

          
          
            	Fern
            	RGB
            	PSNR ▲
            	25.54
            	
              29.44
            
            	28.05
            	
              26.34
            
            	29.29
            	
              28.14
            
          

          
            	SSIM ▲
            	0.781
            	0.863
            	0.839
            	
              0.816
            
            	
              0.879
            
            	
              0.859
            
          

          
            	LPIPS ▼
            	0.379
            	0.427
            	0.399
            	
              0.344
            
            	
              0.385
            
            	
              0.363
            
          

          
            	Density
            	RMSE ▼
            	9.753
            	10.788
            	10.419
            	
              1.910
            
            	
              9.613
            
            	
              3.107
            
          

          
            	δ1 ▲
            	0.000
            	0.002
            	0.000
            	
              0.068
            
            	
              0.979
            
            	
              0.891
            
          

          
            	δ2 ▲
            	0.000
            	0.002
            	0.000
            	
              0.811
            
            	
              0.995
            
            	
              0.963
            
          

          
            	δ3 ▲
            	0.000
            	0.002
            	0.000
            	
              0.915
            
            	
              0.998
            
            	
              0.974
            
          

          
            	Flower
            	RGB
            	PSNR ▲
            	27.23
            	
              33.12
            
            	
              31.63
            
            	
              28.49
            
            	32.38
            	31.05
          

          
            	SSIM ▲
            	0.810
            	
              0.892
            
            	
              0.868
            
            	0.810
            	0.873
            	0.847
          

          
            	LPIPS ▼
            	
              0.257
            
            	0.373
            	
              0.293
            
            	0.295
            	
              0.361
            
            	0.319
          

          
            	Density
            	RMSE ▼
            	8.936
            	10.085
            	9.602
            	
              1.953
            
            	
              4.137
            
            	
              2.587
            
          

          
            	δ1 ▲
            	0.072
            	0.420
            	0.271
            	
              0.765
            
            	
              0.988
            
            	
              0.956
            
          

          
            	δ2 ▲
            	0.154
            	0.678
            	0.478
            	
              0.969
            
            	
              0.997
            
            	
              0.994
            
          

          
            	δ3 ▲
            	0.255
            	0.881
            	0.642
            	
              0.993
            
            	
              0.999
            
            	
              0.998
            
          

          
            	Leaves
            	RGB
            	PSNR ▲
            	20.66
            	
              25.19
            
            	
              23.65
            
            	
              21.06
            
            	24.66
            	23.43
          

          
            	SSIM ▲
            	0.657
            	0.784
            	0.749
            	
              0.686
            
            	
              0.797
            
            	
              0.768
            
          

          
            	LPIPS ▼
            	0.356
            	0.421
            	0.378
            	
              0.337
            
            	
              0.407
            
            	
              0.360
            
          

          
            	Density
            	RMSE ▼
            	7.390
            	8.397
            	7.820
            	
              1.845
            
            	
              2.453
            
            	
              2.051
            
          

          
            	δ1 ▲
            	0.014
            	0.117
            	0.065
            	
              0.596
            
            	
              0.903
            
            	
              0.820
            
          

          
            	δ2 ▲
            	0.026
            	0.263
            	0.130
            	
              0.837
            
            	
              0.976
            
            	
              0.949
            
          

          
            	δ3 ▲
            	0.037
            	0.436
            	0.204
            	
              0.934
            
            	
              0.990
            
            	
              0.980
            
          

        

        

        밀도에 대해서는 매우 큰 향상을 보여주고 있는데, 이는 제안하는 방법이 기존의 NeRF와 달리 저조도 방사장에서 밀도를 제대로 예측하고 있다는 것을 의미한다.

        정성적 결과는 그림 4~7과 같다. 그림 4에서 좌측은 정상 조명 이미지에 대한 기존 NeRF의 결과, 중앙은 저조도 이미지에 대한 기존 NeRF의 결과, 우측은 저조도 이미지에 대한 제안 방법의 결과이다. 기존의 NeRF는 그럴듯한 RGB 이미지를 생성하지만 방사장의 밀도를 예측하지 못한다. 이에 반해, 제안하는 방법은 정상 조명 이미지로 학습한 결과와 같이 밀도를 예측하는 것을 확인할 수 있다. 그림 5에서는 세부적인 생성 결과의 차이를 확인할 수 있다. 기존의 NeRF는 세부적인 형태를 제대로 표현하지 못하거나 아티팩트(artifact)가 생기는 것에 반해, 제안하는 방법은 더 양질의 이미지를 생성하는 것을 볼 수 있다.

        
          
          

          Fig. 4. 
				
          

          
            Generated RGB images and disparity maps visualized by density.
          
          

          

        

        
          
          

          Fig. 5. 
				
          

          
            Image generation results of the existing NeRF and the proposed method.
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Front view of the radiance field visualized as a point cloud.
          
          

          

        

        
          
          

          Fig. 7. 
				
          

          
            Side view of the radiance field visualized as a point cloud.
          
          

          

        

        그림 6과 그림 7은 방사장을 포인트 클라우드로 렌더링한 결과이다. 그림 6은 정면의 모습인데, 기존의 NeRF는 어두운 픽셀을 통과하는 광선 부분에 밀도가 없다고 판단하여 뚫려 있는 모습을 확인할 수 있다. 그림 7은 측면의 모습이며, 기존의 NeRF는 카메라와 가까운 위치나 밀도가 없어야 할 부분에 밀도가 높은 검은색 노이즈가 발생하는 것을 확인할 수 있다. 이에 반해, 제안하는 방법은 정면과 측면 모두 노이즈 없이 깨끗한 결과를 보여주고 있다.

      

    

    

  
    
      V. 결론
      본 연구는 정상 조명에서 학습된 NeRF의 밀도 정보를 지도 신호로 활용하여 저조도 환경에서도 정확한 장면 합성을 가능하게 하는 NeRF 학습 방법을 제안하였다. 저조도 환경을 개선하여 정상 조명 장면을 합성하는 기존의 저조도 장면에 대한 NeRF의 응용 연구와 달리, 본 연구에서는 NeRF가 저조도 환경을 유지하며 사실적인 장면을 합성할 수 있도록 이끌었다.

      제안된 방법은 기존의 NeRF가 저조도 이미지에서 밀도 예측에 실패하여 방사장 구성에 한계를 보였던 문제를 해결하며, 정상 조명 이미지 기반 NeRF의 방사장에서 추출한 밀도 값을 학습에 반영함으로써 저조도 환경을 유지한 채 더 정확한 체적 렌더링을 가능하게 한다. 실험 결과, 제안된 방법은 RGB 이미지에 대해서는 평균 1.34% 향상된 결과를 보였으며, 밀도 예측에서 기존의 NeRF보다 평균 55배 높은 정확도를 보였고, 이는 방사장의 구조적 품질 향상으로 이어졌다.

      향후 연구에서는 제안된 방법을 다양한 저조도 환경에 적용하여 성능을 평가하고, 실시간 작업을 위해 효율성을 개선하는 연구가 필요하다. 또한 다양하고 복잡한 장면에 대한 적용 가능성을 검토할 필요가 있다.
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